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复杂网络链路预测 
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【摘要】网络中的链路预测是指如何通过已知的网络结构等信息预测网络中尚未产生连边的两个节点之间产生连接的可

能性。预测那些已经存在但尚未被发现的连接实际上是一种数据挖掘的过程，而对于未来可能产生的连边的预测则与网络的

演化相关。传统的方法是基于马尔科夫链或者机器学习的，往往考虑节点的属性特征。该类方法虽然能够得到较高的预测精

度，但是由于计算的复杂度以及非普适性的参数使其应用范围受到限制。另一类方法是基于网络结构的最大似然估计，该类

方法也有计算复杂度高的问题。相比上述两种方法，基于网络结构相似性的方法更加简单。通过在多个实际网络中的实验发

现，基于相似性的方法能够得到很好的预测效果，并且网络的拓扑结构性质能够帮助选择合适的相似性指标。该文综述并比

较了若干有代表性的链路预测方法，展望了若干重要的开放性问题。 
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Link Prediction on Complex Networks 
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Abstract  Link prediction aims at estimating the likelihood of the existence of links between nodes. The 

predicting of existent yet unknown links is similar to the data mining process, while the predicting of future links 
relates to the network evolution. The traditional methods are based on Markov Chains and machine learning which 
usually involve the node attributes information. Although these methods can give good prediction, the high 
computational complexity limits their applications in large-scale systems. The approaches based on maximum 
likelihood approximation also suffer this shortcoming. Another group of methods is based on the node similarity 
that is defined solely based on the network structure. Extensive experiments on many real networks show that the 
similarity-based methods can give good prediction while with lower computational complexity comparing with the 
above two kinds of methods. This article introduces and compares many representative link prediction methods, 
and outlines some important open problems, which may be valuable for related research domains. 
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网络中的链路预测(link prediction)，既包含了对

未知链接(existent yet unknown links)的预测，也包含

了对未来链接(future links)的预测。链路预测作为数

据挖掘领域的研究方向之一在计算机领域已有较深

入的研究，研究的思路和方法主要基于马尔科夫链

和机器学习。文献[2]应用马尔科夫链进行网络的链

路预测和路径分析。之后，文献[3]将基于马尔科夫

链的预测方法扩展到自适应性网站(adaptive web 
sites)的预测中。此外，文献[4]提出一个回归模型在

文献引用网络中预测科学文献的引用关系，方法不

仅用到了引文网络的信息，还有作者信息、期刊信

息以及文章内容等外部信息。应用节点属性的预测

方法还有很多，如文献[5]利用网络的拓扑结构信息

以及节点的属性，建立了一个局部的条件概率模型

进行预测。文献[6]基于节点的属性定义了节点间的

相似性，可以直接用于进行链路预测。虽然应用节

点属性等外部信息的确可以得到很好的预测效果，

但是很多情况下，信息的获得是非常困难的，甚至

是不可能的，如很多在线系统的用户信息都是保密

的。另外，即使获得了节点的属性信息，也很难保

证信息的可靠性，即属性是否反映了节点的真实情

况，如在线社交网络中，很多用户的注册信息都是

虚假的。更进一步，在能够得到节点属性的精确信

息的情况下，如何鉴别出哪些信息对网络的链路预
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测是有用的，哪些信息是没用的，仍然是个问题。 
最近几年，基于网络结构的链路预测方法受到

越来越多的关注。相比节点的属性信息而言，网络

的结构更容易获得，也更加可靠。同时，该类方法

对于结构相似的网络具有普适性，从而避免了对不

同网络需要机器学习获得一些特定的参数组合。文

献[7]提出了基于网络拓扑结构的相似性定义方法，

并分析了若干指标对社会合作网络中链路预测的效

果。另外一类链路预测方法是基于网络结构的最大

似然估计。2008年，文献[8]提出了一种利用网络的

层次结构进行链路预测的方法，并在具有明显层次

结构的网络中表现很好。此外，利用随机分块模型[9]

预测网络缺失边和错误边的链路预测方法。值得一

提的是，该篇文章第一次提到网络错误连边

(spurious links)的概念，即在网络已知的链接中很可

能存在一些错误的链接，比如人们对蛋白质相互作

用关系的错误认知。 
链路预测问题受到来自不同领域、拥有不同背

景的科学家的广泛关注，首先是因其重大的实际应

用价值。如在生物领域研究中，蛋白质相互作用网

络和新陈代谢网络，节点之间是否存在链接，或者

说是否存在相互作用关系，是需要通过大量实验结

果进行推断的。已知的实验结果仅仅揭示了巨大网

络的冰山一角。仅以蛋白质相互作用网络为例，酵

母菌蛋白质之间 8 0 %的相互作用不为人们所 
知[11]，而对于人类自身，人们知道的仅有可怜的

0.3%[12-13]。由于揭示该类网络中隐而未现的链接需

要耗费高额的实验成本，如果能够事先在已知网络

结构的基础上设计出足够精确的链路预测算法，再

利用预测的结果指导试验，就有可能提高实验的成

功率，从而降低实验成本，并加快揭开该类网络真

实面目的步伐。实际上，社会网络分析中也会遇到

数据不全的问题，链路预测同样可以作为准确分析

社会网络结构的有力的辅助工具[14-15]。除了帮助分

析数据缺失的网络，链路预测算法还可以用于分析

演化网络。如近几年在线社交网络发展非常迅速[16]，

链路预测可以基于当前的网络结构预测哪些现在尚

未结交的用户“应该是朋友”，并将此结果作为“朋

友推荐”发送给用户。如果预测足够准确，显然有

助于提高相关网站在用户心目中的地位，从而提高

用户对该网站的忠诚度。另外，链路预测的思想和

方法，还可以用于在已知部分节点类型的网络

(partially labeled networks)中预测未标签节点的类

型，如用于判断一篇学术论文的类型[17]或者判断一

个手机用户是否产生了切换运营商(如从移动到联

通)的念头[18]。另外文献[10]所提出的对网络中的错

误链接的预测，对于网络重组和结构功能优化也有

重要的应用价值，如在很多构建生物网络的实验中

存在暧昧不清甚至自相矛盾的数据[19]，就有可能应

用链路预测的方法对其进行纠正。 
链路预测研究不仅具有广泛的实际应用价值，

也具有重要的理论研究意义，特别是对一些相关领

域理论方面的推动和贡献。近年来，随着网络科学

的快速发展，其理论上的成果为链路预测搭建了一

个研究的平台，使得链路预测的研究与网络的结构

与演化紧密联系起来。因此，对于预测的结果更能

够从理论的角度进行解释。与此同时，链路预测的

研究也可以从理论上帮助人们认识复杂网络演化的

机制。针对同一个或者同一类网络，很多模型都提

供了可能的网络演化机制[20-21]。由于刻画网络结构

特征的统计量非常多，很难比较不同的机制孰优孰

劣。链路预测机制有望为演化网络提供一个简单统

一且较为公平的比较平台，从而大大推动复杂网络

演化模型的理论研究。另外，如何刻画网络中节点

的相似性也是一个重大的理论问题[22]，该问题和网

络聚类等应用息息相关[23]。类似，相似性的度量指

标数不胜数，只有能够快速准确地评估某种相似性

定义是否能够很好地刻画一个给定网络节点间的关

系，才能进一步研究网络特征对相似性指标选择的

影响，因此，链路预测可以起到核心技术的作用。

链路预测问题本身也带来了有趣且有重要价值的理

论问题，就是通过构造网络系综(network ensemble)，
并借此利用最大似然估计方法进行链路预测的可能

性和可行性研究，对链路预测本身以及复杂网络研

究的理论基础的建立和完善起到推动和借鉴作用。 

1  问题描述与评价方法 
定义 为一个无向网络，其中V为节点集

合，E为边集合。网络总的节点数为N，边数为M。

该网络共有

( , )G V E

( 1) /N N 2− 个节点对，即全集U。给定

一种链路预测的方法，对每对没有连边的节点对(x, 
y)( \U E∈ )赋予一个分数值Sxy，然后将所有未连接

的节点对按照该分数值从大到小排序，排在最前面

的节点对出现连边的概率最大。 
为了测试算法的准确性，将已知的连边E分为训

练集ET和测试集EP两部分。在计算分数值时只能使

用测试集中的信息。显然， T PE E E= U ，且  TE I
PE = ∅ 。在此，将属于U但不属于E的边定义为不
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存在的边。衡量链路预测算法精确度的指标有AUC、
Precision和Ranking Score共3种。它们对预测精确度

衡量的侧重点不同：AUC(area under the receiver 
operating characteristic curve)从整体上衡量算法的精

确度[24]；Precision只考虑对排在前L位的边是否预测

准确[25]；而Ranking Score更多考虑对所预测的边的

排序[26]。 
AUC可以理解为在测试集中的边的分数值有比

随机选择的一个不存在的边的分数值高的概率，也

就是说，每次随机从测试集中选取一条边与随机选

择的不存在的边进行比较，如果测试集中的边的分

数值大于不存在的边的分数值，就加1分；如果两个

分数值相等，就加0.5分。独立地比较 n次，如果有 n′

次测试集中的边的分数值大于不存在的边的分数，

有 次两分数值相等，则AUC定义为： n′′
0.5AUC n n
n

′ ′′+
=  

显然，如果所有分数都是随机产生的，AUC=0.5。
因此AUC大于0.5的程度衡量了算法在多大程度上

比随机选择的方法精确。 
Precision定义为在前L个预测边中被预测准确

的比例。如果有m个预测准确，即排在前L的边中有

m个在测试集中，则Precision定义为： 

Precision m
L

=  

显然，Precision越大预测越准确。如果两个算法AUC
相同，而算法1的Precision大于算法2，说明算法1更
好，因为其倾向于把真正连边的节点对排在前面。 

Ranking Score主要考虑测试集中的边在最终排

序中的位置。令 为未知边的集合(相当于

测试集中的边和不存在的边的集合)， 表示未知边

TH U E= −

ir
Pi E∈ 在排序中的排名。则该条未知边的Ranking 

Score值为 ，其中RS / | |i ir H= H 表示集合H中元素

的个数遍历所有在测试集中的边，得到系统的

Ranking Score值为： 

1 1RS RS
| | | | |P P

i
iP P

i E i E

r
E E∈ ∈

= =∑ ∑ |H
 

2  基于相似性的链路预测 
应用节点间的相似性进行链路预测的一个重要

前提假设就是两个节点之间相似性(或者相近性)越
大，它们之间存在链接的可能性就越大。应注意，

相似性并非一般意义上的相似性，而是指一种接近

程度(proximity)。刻画节点的相似性有多种方法，最

简单直接的方法就是利用节点的属性，如果两个人

具有相同的年龄、性别、职业、兴趣等等，就说他

们俩很相似。利用节点属性的相似性进行链路预测

的前提，就是网络中的边本身代表着相似。另外一

类相似性的定义完全基于网络的结构信息，称为结

构相似性。基于结构相似性的链路预测精度的高低

取决于该种结构相似性的定义是否能够很好地抓住

目标网络的结构特征。如基于共同邻居的相似性指

标，即两个节点如果有更多的共同邻居就更可能连

边，在集聚系数较高的网络中表现非常好，有时甚

至超过一些更复杂的算法。然而对于集聚系数较低

的网络如路由器网络或电力网络等，预测精度就差

很多。 
2.1  基于局部信息的相似性指标 

基于局部信息的最简单的相似性指标是共同邻

居(common neighbors)，也就是说两个节点如果有更

多的共同邻居，则它们更倾向于连边。在共同邻居

的基础上考虑两端节点度的影响，从不同的角度以

不同的方式又可产生6种相似性指标，分别是Salton
指标 [27](也叫做余弦相似性 )、 Jaccard指标 [28]、

Sorenson指标[29]、大度节点有利指标(hub promoted 
index)[30]、大度节点不利指标(hub depressed index)
和LHN-Ⅰ指标[22](由Leicht，Holme和Newman提出

而得名)，称这一类指标为基于共同邻居的相似性。 
另一个只考虑节点度的相似性为优先连接指标

(preferential attachment)。应用优先连接的方法可以

产生无标度的网络结构，在该网络中，一条即将加

入的新边连接到节点x的概率正比于节点x的度

k(x)[31]，因此新边连接节点x和y的概率正比于两节点

度的乘积。该算法的复杂度较其他算法低，因为需

要的信息量最少。 
如果考虑两节点共同邻居的度信息，有Adamic- 

Adar(AA)指标[32]，其思想是度小的共同邻居节点的

贡献大于度大的共同邻居节点。因此根据共同邻居

节点的度为每个节点赋予一个权重值，该权重等于

该节点的度的对数分之一，即1/lg k。 
文献[33]从网络资源分配(resource allocation)的

角度提出一种新的指标，简称RA。考虑网络中没有

直接相连的两个节点x和y，从x可以传递一些资源到

y，而在此过程中，它们的共同邻居就成为传递的媒

介。假设每个媒介都有一个单位的资源并且将平均

分配传给它的邻居，则y可以接收到的资源数就定义

为节点x和y的相似度。RA和AA指标最大的区别在
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于赋予共同邻居节点权重的方式不同，前者以1/k的
形式递减，后者以1/lg k的形式递减。可见，当网络

的平均度较小时RA和AA差别不大，但是当平均度较

大时，就有很大的区别了。 
表1总结了以上10种基于局部信息的相似性指

标的定义公式。对于网络中的节点x，定义它的邻居

为 ( )xΓ ， ( ) ( )k x xΓ= 为节点x的度。 

表1  10种基于节点局部信息的相似性指标 

名称 定义 名称 定义 

共同邻

居(CN) ( ) ( )xys x yΓ Γ= I  大度节点不

利指标(HDI) 
( ) ( )

max{ ( ), ( )}xy
x y

s
k x k y

Γ Γ
=

I

Salton 
指标[27]

( ) ( )
( ) ( )xy
x y

s
k x k y

Γ Γ
=

×

I
 LHN-I 

指标[22]
( ) ( )
( ) ( )xy
x y

s
k x k y

Γ Γ
=

×
I

 

Jaccard
指标[28]

( ) ( )
( ) ( )xy
x y

s
x y

Γ Γ
Γ Γ

=
I

U
 优先链接指

标(PA)[31] ( ) ( )xys k x k y= ×  

Sorenson
指标[29]

2 ( ) ( )
( ) ( )xy

x y
s

k x k y
Γ Γ

=
+
I

 
Adamic-Adar

指标 
(AA)[32] ( ) ( )

1
lg ( )xy

z x y

s
k z

Γ Γ∈

= ∑
I

大度节

点有利

指标
(HPI)[30]

( ) ( )
min{ ( ), ( )}xy

x y
s

k x k y
Γ Γ

=
I

 资源分配指

标(RA)[33]
( ) ( )

1
( )xy

z x y

s
k z

Γ Γ∈

= ∑
I

 
文献[33]将上述10种基于节点局部信息的相似

性指标在6个实际网络中进行实验，并比较其预测精

确度 [33]。6个网络分别为：蛋白质相互作用网络

(PPI)、科学家合作网络(NS)、美国电力网络(Grid)、
政治博客网络(PB)、路由器网络(INT)以及美国航空

网络(USAir)，它们的统计性质如表2所示。其中N、
M分别表示网络的节点数和边数，Nc为网络的最大

联通集团，如2 375/92表示PPI网络中有92个联通集

团，最大联通集包含2 375个节点，e为网络的效率，

C为网络集聚系数，r为同配系数，H为网络度异质

性。预测结果如表3所示。所有结果均以AUC为预测

精度评价指标。可见在10种算法中，RA表现最好，

其次是CN，再次是AA。总的来说，PA表现最差，

特别是在电力网络和路由器网络中，预测精度还不

到0.5，意味着PA算法在这两个网络中预测精度还不

如完全随机预测的好。 

表2  6个实验网络的拓扑性质 

Networks N M Nc e C r H 

PPI 2 617 11 855 2 375/92 0.180 0.387 0.461 3.73

NS 1 461 2 742 379/268 0.016 0.878 0.462 1.85

Grid 4 941 6 594 4 941/1 0.063 0.107 0.003 1.45

PB 1 224 19 090 1 222/2 0.397 0.361 −0.079 3.13

INT 5 022 6 258 5 022/1 0.167 0.033 −0.138 5.05

USAir 332 2 126 332/1 0.406 0.749 −0.208 3.46

表3  10种基于节点局部信息的相似性 

在6个网络链路预测中的精度比较 

Index PPI NS Grid PB INT USAir
CN 0.889 0.933 0.590 0.925 0.559 0.937 

Salton 0.869 0.911 0.585 0.874 0.552 0.898 
Jaccard 0.888 0.933 0.590 0.882 0.559 0.901 

Sorensen 0.888 0.933 0.290 0.881 0.559 0.902 
HPI 0.868 0.911 0.585 0.852 0.552 0.857 
HDI 0.888 0.933 0.590 0.877 0.559 0.895 

LHN-I 0.866 0.911 0.585 0.772 0.552 0.758 
PA 0.828 0.623 0.446 0.907 0.464 0.886 
AA 0.888 0.932 0.590 0.922 0.559 0.925 
RA 0.890 0.933 0.590 0.931 0.559 0.955 

2.2  基于路径的相似性指标 
基于路径的相似性指标有3个，分别是局部路径

指标(LP)[34]、Katz指标[35]和LHN-II[22]指标(与LHN-I
在同一篇文章中提出)。 

(1) 局部路径指标(local path)，LP是在共同邻居

指标的基础上考虑三阶邻居的贡献，其定义为
2S = +A 3α A ，其中α 为可调节参数，用于控制三

阶路径的作用，当 0α = 时，LP指标就等于CN；A
为网络的邻接矩阵。注意， ( )n

xyA 表示节点x和y之
间长度为n的路径数。 

(2) Katz指标考虑的是所有的路径数，且对于短

路径赋予较大的权重，而长路径赋予较小的权重，

它定义为 2 2 3 3 1( )S Iβ β β β − I= + + ⋅ ⋅⋅ = − −A A A A ，

其中 β 为权重衰减因子，为了保证数列的收敛性，β
的取值须小于邻接矩阵A最大特征值的倒数。 

(3) LHN-II指标和Katz参数类似，也是考虑所有

路径，所不同的是LHN-II中每一项不再是 ( )n
xyA ，

而变为 ( ) / [( ) ]n n
xyA E A xy ，其中 1

1[( ) ] x yn n
xy

k k
E A

M
λ −=

为节点x和y之间长度为n的路径数的期望值。整理后

得 到 LHN-II 的 最 终 表 达 式 为 S =  
1

1
1

1

1M D I Dφλ
λ

−

− −⎛ ⎞
−⎜ ⎟

⎝ ⎠

A
，其中 1λ 为A的最大特征值，

φ 为参数取值小于1(具体推导过程参见文献[22])。 

运用上述3种基于路径的相似性指标进行链路

预测，分别用AUC和Precision(L=100)进行评价，结

果如表4和表5所示。LP的结果是在最优参数α 时得

到的；LP*的结果是在固定参数 0.01α = 时得到的。

由于美国航空网络特殊的层次结构，在USAir网络中

设定 0.01α = − [33]。从表中可以看出，运用AUC作为

评价指标时，基于全局信息的Katz指标表现最好，

特别是在电力网络和Internet路由器网络中，AUC可
达到0.95以上。其次，局部路径算法表现也不错，

比如在PPI和PB网络中，可以达到与Katz指标差不多
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好的预测精度，甚至在PB和USAir网络中表现比

Katz指标还好。其原因在于PB和USAir网络的平均

最短距离很小，因此基于三阶路径的LP指标比基于

全部路径的Katz指标能够更好地符合网络的结构特

点。同理，在电力网络中，平均最短路径为16，此

时只考虑三阶路径的LP指标就不够精确了。关于平

均最短路径和最优路径长度的关系在文献[36]中有

详细讨论。 

表4  基于路径的相似性指标在使用AUC衡量时 

的预测精度比较 

AUC PPI NS Grid PB INT USAir
LP 0.970 0.988 0.697 0.941 0.943 0.960
LP* 0.970 0.988 0.697 0.939 0.941 0.959
Katz 0.972 0.988 0.952 0.936 0.975 0.956

LHN-II 0.968 0.986 0.947 0.769 0.959 0.778

表5  基于路径的相似性指标在使用Precision衡量时 

的预测精度比较 

Precision PPI NS Grid PB INT USAir
LP 0.734 0.292 0.132 0.519 0.557 0.627

LP* 0.734 0.292 0.132 0.469 0.121 0.627
Katz 0.719 0.290 0.063 0.456 0.368 0.623

LHN-II 0 0.060 0.005 0 0 0.005

 
另外，在计算复杂度方面，由于LP指标只考虑局

部信息，其计算复杂度比考虑全局信息的Katz和
LHN-II要小很多。LP的计算复杂度约为 3( )O N k〈 〉 ，

而Katz指标和LHN-II指标的计算复杂度均为 。

可见，对于规模巨大(N大)且较稀疏(平均度

3( )O N
k〈 〉 小)的

网络，LP指标在计算速度上具有明显的优势。 
2.3  基于随机游走的相似性指标 

有一类相似性算法是基于随机游走定义的，包

括平均通勤时间(average commute time)[37]、Cos+指
标 [38] 、有重启的随机游走 (random walk with 
restart)[39]、SimRank指标[40]，以及新提出的两种基

于局部随机游走的指标[36]。 
(1) 平均通勤时间(average commute time)简称

ACT。设 为一个随机粒子从节点x到节点y需
要走的平均步数，则节点x和y的平均通勤时间定 

( , )m x y

义为： 
( , ) ( , ) ( , )n x y m x y m y x= +  

其数值解可通过求该网络拉普拉斯矩阵的伪逆 +L
获得[37]，即： 

( , ) ( 2 )xx yy xyn x y M l l l+ + += + −  

式中  xyl+ 表示矩阵 +L 中相应位置的元素。可以说，

如果两个节点的平均通勤时间越小，则两个节点越

接近。通常，网络被观察到有普遍的集聚效应，因

此相隔较近的节点更容易连边。由此定义基于ACT
的相似性为(在此可忽略常数M)： 

ACT 1
2xy

xx yy xy

s
l l l+ + +=

+ −
 

(2) 基于随机游走的余弦相似性(Cos+)。在由向

量
1

T2
x xΛ=v U e 展开的欧式空间内， +L 中的元素 xyl+ 可

表示为两个向量 xv 和 的内积，即yv T
xy xl+ = v vy ，其中

U是一个标准正交矩阵，是由 +L 特征向量按照对应

的特征根从大到小排列所得，Λ为以特征根为对角

元素的对角矩阵，上标T表示矩阵转置， xe 表示一

个一维向量且只有第x个元素为1，其他都为0。由此

定义余弦相似性[38]为： 

cos cos( , ) xy
xy

xx yy

l
s x y

l l

+
+ +

+ +
= =  

(3) 重启的随机游走(random walk with restart)
简称RWR。该指标可以看成是网页排序算法

(PageRank)的拓展应用[39]，其假设随机游走粒子每

走一步时都以一定概率返回初始位置。设粒子返回

概率为1−c，P为网络的马尔科夫概率转移矩阵，其

元素 /xy xy xP a k= 表示节点x处的粒子下一步走到节

点y的概率。如果x和y相连则 ，否则为0。某一

粒子初始时刻在节点x处，则t+1时刻该粒子到达网

络各个节点的概率向量为： 

1xya =

T( 1) ( ) (1 )x x xt c t c+ = + −q P q e  

式中  xe 表示初始状态(其定义与cos+中相同)。不

难得到上式的稳态解为 T 1(1 )( )x xe ，其

中元素

c I c −= − −q P

xyq 为从节点x出发的粒子最终以多少概率走

到节点y。由此定义RWR相似性为： 
RWR
xy xy yxs q q= +  

关于RWR的一种快速算法参见文献[41]，该指

标已被应用于推荐系统的算法研究中[42]。 
(4) SimRank指标简称SimR。它的基本假设是，

如果两节点所连接的节点相似，则该两节点相似[40]。

它的自洽定义式为： 
SimR

( ) ( )SimR
zz

z x z y
xy

x y

s
s C

k k
Γ Γ

′
′∈ ∈=

∑ ∑
 

式中  假定 1xxs = ； [0,1]C ∈ 为相似性传递时的衰减

参数。SimR指标可以用于描述两个分别从节点x和y
出发的粒子何时相遇。 

(5) 局部随机游走指标(local random walk)简
称LRW [36]。该指标与上述4种基于随机游走的相似
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性不同，其只考虑有限步数的随机游走过程。一个

粒子t时刻从节点x出发，定义 为t+1时刻这个

粒子正好走到节点y的概率，那么可得到系统演化

方程： 

( )xy tπ

T( 1) ( )      0x xt t+ = P ≥π π t  

式中  为一个 的向量，只有第x个元素为

1，其他为0，即

(0)xπ 1N ×
(0)x x= eπ 。设定各个节点的初始资

源分布为 xq ，基于t步随机游走的相似性为： 
LRW ( ) ( ) ( )xy x xy y yxs t t= ⋅ + ⋅q qπ π t  

文献[36]给出了一种与度分布一致的初始资源

分布，即 ，并在此基础上进行了大量实

验，实验结果如表7和表8所示。LRW相似性由于只

考虑了有限步数的随机游走，该算法的计算复杂度

相比较基于全局随机游走的ACT、RWR、Cos+以及

SimR算法都要小很多，因此对于规模较大、较稀疏

的网络非常适用。 

/x xk M=q

(6) 叠加的局部随机游走指标 (superposed 
random walk)简称SRW[36]。在LRW的基础上将t步及

其以前的结果加总便得到SRW的值，即： 

SRW LRW

1 1 1

( ) ( ) ( ) ( )
t t t

xy xy x xy y yx
l l l

s t s l l
= = =

= = +∑ ∑ ∑q qπ π l  

这个指标的目的就是给邻近目标节点的点更多

的机会与目标节点相连。 
文献[36]比较了上述两种基于局部随机游走和

基于全局随机游走的ACT和RWR指标在5个不同领

域的网络中的链路预测效果。该5个网络分别为美国

航空网络(USAir)、科学家合作网(NS)、电力网络

(Grid)、蛋白质相互作用网络(PPI)和线虫神经网络

(C.elegans)，其拓扑结构的统计特性展现于表6。注

意，与节3.1中数据不同的是，这里只考虑了最大联

通集。〈k〉和〈d〉分别表示平均度和平均最短距离。 

表6  5个网络最大连通集的统计特征 

Networks N M 〈k〉 〈d〉 C r H 

USAir 332 2126 12.807 2.46 0.749 −0.208 3.464
NS 379 941 4.823 4.93 0.798 −0.082 1.663

Grid 4941 6594 2.669 15.87 0.107 0.003 1.450
PPI 2375 11693 9.847 4.59 0.388 0.454 3.476

C.elegans 297 2148 14.456 2.46 0.308 −0.163 1.801

表7和表8总结了4种基于随机游走的相似性的

链路预测精度，分别用AUC和Precision衡量。括号

中的数字表示LRW和SRW指标所对应的最优行走

步数。可见，除了NS网络以外，LRW和SRW指标无

论AUC还是Precision都好于ACT和RWR指标。而在

NS网络中，虽然RWR表现稍好，但是其计算复杂度

远远大于LRW和SRW指标。由于ACT和RWR的计算

复杂度为 ，而LRW和SRW为 ，其中

n为随机游走步数。由此可以推算，对于NS网络来

说，计算RWR的时间复杂度要比SRW慢1 000多倍，

而AUC只提高了千分之一。 

3( )O N ( nO N k〈 〉 )

表7  4种基于随机游走的算法在使用AUC衡量时 

的预测精度比较 

AUC USAir NS Grid PPI C. elegans
ACT 0.901 0.934 0.895 0.900 0.747 
RWR 0.977 0.993 0.760 0.978 0.889 
LRW 0.972 (2) 0.989 (4) 0.953 (16) 0.974 (7) 0.899 (3) 
SRW 0.978 (3) 0.992 (3) 0.963 (16) 0.980 (8) 0.906 (3) 

表8  4种基于随机游走的算法在使用Precision衡量时 

的预测精度比较 

Precision USAir NS Grid PPI C. elegans 
ACT 0.49 0.19 0.08 0.57 0.07 
RWR 0.65 0.55 0.09 0.52 0.13 
LRW 0.64 (3) 0.54 (2) 0.08 (2) 0.86 (3) 0.14 (3) 
SRW 0.67 (3) 0.54 (2) 0.11 (3) 0.73 (9) 0.14 (3) 

2.4  权重在链路预测中的作用 
含权网络的链路预测是一个较重要的方向，但

到目前为止还没有系统的研究工作，对于如何更好

地运用权重的信息以提高链路预测的精确度还没有

明确的答案。文献[43]将3种局部算法CN、AA和RA
拓展为含权形式，定义如下： 

WCN

( ) ( )

( , ) ( , )xy
z x y

s w x z w z yα α

Γ Γ∈

= +∑
I

 

WAA

( ) ( )

( , ) ( , )
lg(1 ( ))xy

z x y

w x z w z ys
s z

α α

Γ Γ∈

+
=

+∑
I

 

WCN

( ) ( )

( , ) ( , )
( )xy

z x y

w x z w z ys
s z

α α

Γ Γ∈

+
= ∑

I

 

式中   为连接节点x和y的连边的权重；( , )w x y

( )

( ) ( , )a

z x

s x w x
Γ∈

= z∑ 为节点x的强度；α 参数用于调 

节权重在预测中的作用。当 0α = 时，WCN、WAA
和WRA指标分别回到各自不含权的形式(参见节3.1
中的定义)。在3个实际网络中，运用3种含权指标进

行链路预测，结果发现在链路预测中也存在弱连接

效应[44]，即给原来权重较低的边赋予较大的权重，

而原来权重大的边赋予较小的权重(redistribution)，
用新的权重会得到更好的预测效果。美国航空网络

的预测结果如图1所示。在美国航空网络中，城市机

场代表节点，航线代表边，边的权重由两机场间航

班的飞行频次决定。从图中得到3种含权算法的最优

参数α 均小于0，意味着原来权重大的边在链路预测

中的作用变小了，而原来权重小的边作用反而增大



  第5期                                吕琳媛 :  复杂网络链路预测 657  

了，即所谓的弱连接效应。 
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      图1  美国航空网络预测精度与参数α 的关系 

此外，在科学家合作网中也发现了弱连接效应。

但是在C.elegans线虫神经网络中结果恰恰相反，其

最优参数值均大于1，意味着只有更加强调强连接，

弱化弱连接，可称为链路预测的强连接效应，才能

得到更好的预测结果。文献[43]随后运用motif分析

方法定性解释了造成差异的原因，但是还不能进行

定量的描述。含权网络的预测方法研究还具有很大

的拓展空间，同样的网络结构，不同的含权方式在

实际预测中起到的作用也可能不一样。要搞清这些

问题，还需要更加深入细致的研究工作。 

3  基于最大似然估计的链路预测 
链路预测的另一类方法是基于最大似然估计

的。文献[8]认为，很多网络的连接可以看作某种内

在的层次结构的反映，基于此，文献[8]提出了一种

最大似然估计算法进行链路预测，该方法在处理具

有明显层次组织的网络(如恐怖袭击网络和草原食

物链)时具有较好的精确度。但是，由于每次预测要

生成很多个样本网络，因此其计算复杂度非常高，

只能处理规模不太大的网络。文献[10]假设观察到的

网络是一个随机分块模型(stochastic block model)[9]

的一次实现，在该模型中节点被分为若干集合，两

个节点间连接的概率只与相应的集合有关。文献[10]
所提出的基于随机分块模型的链路预测方法，可以

得到更好的结果。同时，该方法不仅可以预测缺失

边，还可以预测网络的错误链接，如纠正蛋白质相

互作用网络中的错误链接。基于最大似然估计方法

的一个最大问题是计算复杂度太高，因此并不适合

在规模较大的网络中应用。 
3.1  层次结构模型[8]

对实际网络结构的实证研究表明，在很多情况

下，网络具有一定的层次结构[30,45-46]。因此，某个

含有N个节点的网络可以由一个含有N个叶子节点

和N−1个内部节点的树状图表示。每个内部节点赋

予一个概率值 ，而两个节点相连接的概率

就等于距离它们最近的共同祖先节点所赋予的概

率。一个用树形结构表示的含有5个节点的网络层次

结构如图2所示。由图可见节点1和节点2连接的概率

为0.5，节点1和节点3连接的概率为0.3，节点3与节

点4连接的概率为0.4。 

( [0,1])rp ∈

0.3 

0.4 

0.80.5

1 2 3 4 5

 
图2  用树形图表示网络的层次结构示例 

给定一个网络G及和它相对应的一个树形图D，

则这个树形图对目标网络G的似然估计值为： 

( ,{ }) (1 )r r r rE L R E
r r r

r

L D p p p −= −∏  

式中  和rL rR 分别表示以内部节点r为根的左子树

和右子树的叶子节点数目； rE 表示以r为最近共同祖

先的节点对在G中已形成连边的节点对数目；对于

给 定 的 D ， 使 似 然 估 计 值 最 大 的 最 优 概 率

，并按此给D的每个内部节点赋概率

值；对于网络G的多个树形图， 越大表示

该树形图对网络的刻画越真切。由于能够得到最大

似然估计值的树形图不止一个，因此要考虑多个树

形图的平均结果。采用马尔科夫链蒙特卡洛算法可

得到一组可用于链路预测的树形图，具体步骤如下： 

* /( )r r r rp E L R=
( ,{ })rL D p

(1) 首先给定一个树形图，并按照公式

给每个内部节点赋概率值。 * /( )r r r rp E L R=
(2) 随机选择一个内部节点 r 并考虑以其兄弟

节点为根节点的子树集合 B 和以其儿女节点为根节

点的子树集合 C。 
(3) 通过交换子树集合 B 和 C 中的子树获得新

的树状图 D′，注意 D 和 D′不同。 
(4) 从所有可能的 D′ 中随机选择一个，当

lg ( ) lg ( )L D L D′ ≥ 时接受新树状图 D′ ，否则以

( ) / ( )L D L D′ 的概率接受 D′。然后重新回到第(2)步。 



                                           电 子 科 技 大 学 学 报                                 第 39 卷   658 

(5) 当该马尔科夫链收敛于平稳时，开始生成可

用的树形图，如 5 000 个。 
最终，网络中未连边的两个节点x和y可能连边

的概率为所有树形图中两节点连接概率的平均值

xyp〈 〉

)

。然后将所有未连边的节点对按照连接概率从

大到小排列，排在最前面的出现连边的概率越大。 
实验结果显示，该方法对于有明显层次结构的

网络表现尚好，如恐怖袭击网络和草原食物链网络，

而对于层次结构不明显的网络，如科学家合作网和

线虫神经网络，表现还不如最简单的共同邻居算法，

具体比较参见文献[36]。另外，从链路预测实用性的

角度来讲，该方法的计算时间复杂度较大，通常使

马尔科夫链收敛需要 步，而每一步都至少要

执行上述步骤(2)至步骤(4)一次。因此不适用于规模

较大的网络。 

2(O N

3.2  随机分块模型[10]

随机分块模型也是一种基于最大似然估计的方

法，其基本思想是根据网络具有模块性的特点，将

网络的节点分组，而每两个节点是否连边是由它们

所在的组决定的。已知目标网络的节点数为N，运用

随机分块模型进行链路预测，首先需将N个节点分

组，然后给每个组对赋予一个连接概率 ，

由此建立一个分块模型M。根据该分块模型可以得

到在组

( [0,1])Qαβ ∈

α 内的节点i和在组 β 内的节点j连接的概率

( 1| )ijp A M Qαβ= = 。该分块模型对目标网络的可靠

性为： 

( | ) (1 )
r llp M Q Q αβ αβαβ

αβ αβ
α β

−
= −∏

≤

A  

式中  A为目标网络的邻接矩阵； lαβ 为原网络中组

α 内的节点与组 β 内的节点连边的数量；rαβ 为组α
内的节点与组 β 内的节点一共可连边的数量。可见

该方法与层次结构模型的公式基本一致，其最优概

率 * /Q l rαβ αβ α= β 。按上述方法生成所有可能的分块模

型M，最终由贝叶斯定理得到节点i和节点j的连边的

可信度为： 
( 1| )

( 1| ) ( | ) ( )d
       

( | ) ( )d

L
ij ij

ij

R p A

p A M p M p M M

p M p M M
Ω

Ω

= = =

=

′ ′ ′

∫
∫

A

A

A

 

式中  为所有可能的分块模型集合(实际运算中

并不需要真正考虑所有的)。为方便计算，可将

设定为一个常数。可信度越高表示越可能连边。随

机分块模型不仅可以预测缺失边，还可以根据可信

度判断哪些边是错误连边，如对蛋白质相互作用关

系的错误认识。随机分块模型平均而言表现比层次

结构模型好，尤其是在预测错误连边时。但是它与

层次模型同样都存在计算时间复杂度高的问题。 

Ω
( )p M

4  概率模型 
运用概率模型进行链路预测的基本思路就是建

立一个含有一组可调参数的模型，然后使用优化策

略寻找最优的参数值，使得所得到的模型能够更好

地再现真实网络的结构和关系特征，网络中两个未

连边的节点对连边的概率就等于在该组最优参数下

它们之间产生连边的条件概率。如果将边的存在性

(存在或不存在)看成是边的一种属性，那么链路预测

问题就转变为预测边的属性问题[47]。两个常用的框

架为概率关系模型框架 (probabilistic relational 
models)[48]和有向无环概率实体关系框架(directed 
acyclic probabilistic entity relationship)[49]。它们的区

别在于对数据库的表达方式不同，前者基于关系模

型(relational models)，后者基于实体关系模型(entity- 
relationship model)。 

概率模型的优势在于较高的预测精确度，它不

仅使用了网络的结构信息还涉及节点的属性信息。

但是计算的复杂度以及非普适性的参数使其应用范

围受到限制。 
4.1  概率关系模型(PRMs) 

概率关系模型是将概率模型和关系模型相结合

的一种预测模型。概率关系模型包括3个网络：(1) 数
据网络(data graph)即所谓的训练集，包含原始的数

据信息；(2) 模型网络(model graph)，分析数据网络

得到的用于刻画网络主体属性之间的关系，该种关

系既包括一类主体内部属性之间的关系，也包括不

同主体属性之间的关系；(3) 推理网络(inference 
graph)，是将模型网络与目标网络(测试集)相结合的

网络，用于对目标网络的预测。根据模型网络的不

同构造方法又可将概率关系模型分为贝叶斯网络关

系模型(relational bayesian networks)[50]、马尔科夫网

络关系模型(relational markov networks)[51]和关系依

赖网络模型(relational dependency networks)[52-53]。 
(1) 贝叶斯网络模型 (RBN)[50]。贝叶斯网络

为一有向无环图，由条件概率分布和网络

结构两部分组成。其中 为节点集合，

每个节点代表一个变量，即数据网络中所涉及的属

性变量，E为有向边集合，表示变量之间的关系；p
为一组条件概率， 表示节点v的父亲节点

( , , )G V E p

1 3{ , , , }nV v v v= ⋅ ⋅ ⋅

( | ( ))p v pa v
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( )pa v 点对其的影响。如果一条有向边从节点x指向

节点y，则节点x可视为节点y的父亲，于是该贝叶斯

网络的联合概率分布为： 

1 2
1

( , , , ) ( | ( ))
n

n i
i

p v v v p v pa v
=

⋅ ⋅ ⋅ = ∏ i  

(2) 马尔科夫网络模型(RMN)[51]。马尔科夫网

络 为一无向图，允许环存在。其中V和E
仍表示变量和变量关系集合， 表示潜能函数。定

义C为网络中完全子图的集合，每一个完全子图对应

一个潜能函数 ，于是网络的联合概率分布为 

( , , )G V E Φ
Φ

cΦ

1 2
1( , , , ) ( )n

c C

p v v v v
Z

Φ
∈

⋅ ⋅ ⋅ = ∏ c c ，其中 表示完全子图 cv

c中的节点，Z为标准归一化函数。 
(3) 关系依赖网络模型(RDN)[53]。关系依赖网络

模型与上述两个模型的最大区别在于其不用优化整

个联合概率分布，而是运用伪似然估计 (pseudo- 
likelihood)[54]方法分别对每个变量的条件概率进行

估计，也就是说在估计条件概率 时并不

考虑条件概率 。由于对变量的估计是独

立的，相比RBN和RMN模型其计算复杂度降低很

多。RDN与RBN相似，也是用有向图表示属性之间

的依赖关系，但是其允许环的存在。 

( | ( ))p v pa v
( ( ) | )p pa v v

4.2  有向无环概率实体关系模型(DAPER)[49]

DAPER是以实体关系模型为基础所建立的模

型，它将实体之间的关系也看成和实体一样重要。

DAPER模型包括6类组成成分。 
(1) 实体类(entity classes)，即网络的实体，如大

学数据库中的学生类和课程类。 
(2) 关系类(relationship classes)，即描述实体间

的关系，如学生选择课程中的选择关系。 
(3) 属性类(attribute classes)，即实体或者关系的

属性，如学生的智商，课程的难易程度等。 
(4) 弧线类(arc classes)，用于描述各个属性之间

的关系，如学生的课程分数受到学生智商和课程难

度的影响。属性关系构成的网络为有向无环网络(与
RBN类似)。 

(5) 局部概率分布类(local distribution classes)，
对某一属性类的条件概率分布，与PRMs中的条件概

率类似。 
(6) 限制条件类(constraint classes)，衡量属性关

系之间的限制条件。 
文献[49]比较了该模型与PRMs模型的区别和联

系。图3展现了在学生选择课程的例子中分别用

DAPER和PRMs建立的模型，分别如图3a和3b所示。 

Course

Takes

Student

Diff

Grade

IQ

a. DAPER 模型 b. PRMS 模型 

IQ 

student[IQ]= 
student[Grade] 

course[Diff]= 
course[Grade] course[Diff]=

course[Grade]

student[IQ]= 
student[Grade]

Diff 
Course 

Takes 
Course 
Student 
Grade 

Student 

 
图3  以大学数据中学生和课程为例的 

DAPER模型和PRMs模型 

5  总结与展望 
综上所述，无论是基于结构的相似性预测方法

还是基于最大似然估计的方法，或是概率模型本质

上都是通过对已知数据的尽可能真切的刻画的方法

实现预测，但是它们的角度各自不同。基于结构相

似性的方法只涉及网络的结构信息，主要从某一个

角度对于网络的某一方面的结构特点进行刻画，如

果目标网络的结构在该方面特征显著，即可得到较

好的预测效果。虽然基于网络结构相似性的方法比

较简单，计算复杂度相对较低，特别是基于局部结

构的算法，但是各个方法在不同网络中的预测能力

大不相同。目前还没有对算法性能和网络结构特征

之间关系较深入的研究。对于比较复杂的网络，如

含权网络、有向网络、多部分网络以及含有异质边

的网络，如何通过结构信息进行预测的讨论甚少且

不系统[43,55-56]。基于最大似然估计的方法虽然也是

基于网络结构的，但是其针对的是整个网络结构而

不仅仅局限于某一方面。该类方法由于计算复杂度

较高，不可能应用于规模较大的网络。实验显示该

类方法的预测精度也不是很高。概率模型是数据挖

掘的传统模型，它可以同时考虑网络的结构信息和

节点的属性信息，以求得到更好的预测效果。但是

计算的复杂性以及节点外在属性信息在获取上的难

度，造成该类方法应用的局限性。 
最近十年，复杂网络研究在很多科学分支，包

括物理、生物、计算机等掀起高潮[57]，其中相当一

部分研究立足于揭示网络演化的内在驱动因素。仅

以无标度网络(scale-free networks)为例[58]，已经报道

的可以产生幂律度分布的机制就包括了富者愈富

(rich-get-richer)机制 [31]、好者变富(good-get-richer)
机制[59]、优化设计(optimal design)驱动[60]、哈密顿

动力学(hamiltonian dynamics)驱动[61]、聚生(merging 
and regeneration) 机制 [62] 、稳定性限制 (stability 
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constraints)驱动[63]，等等。可是，由于刻画网络结

构特征的统计指标非常多，很难比较和判定什么样

的机制能够更好再现真实网络的生长特性。利用链

路预测有望建立简单的比较平台，能够在知道目标

网络演化情况的基础上，量化比较各种不同机制对

于真实生长行为的预测能力，从而可以大大推动复

杂网络演化机制的相关研究。 
与此同时，受益于复杂网络研究的快速发展，

基于网络结构的链路预测方法有望在网络理论的帮

助下得到发展和完善。一方面是如何以网络系综理

论为基础，建立网络链路预测的理论框架，并产生

对实际预测有指导作用的理论结论，如通过对网络

结构的统计分析估算各个方法的可预测的极限，从

而指导选择最佳的预测方法等；另一方面是如何通

过网络的结构信息，借助复杂网络的分析工具，设

计高效的算法处理大规模网络的链路预测问题。 
尽管已有一些论文讨论了如何将链路预测的方

法和思想与一些应用问题(如部分标号网络的节点

类型预测[19,64-65]与信息推荐问题[33,55-66])相联系的可

能性与方法，但是，目前尚缺乏对于大规模真实数

据在应用层面的深入分析和研究。这方面的研究不

仅仅具有实用价值，而且有助于揭示链路预测问题

本身存在的优势与局限性。 
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